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Classificador de Textos Otimizado Utilizando Lei1
de Poténcia para Palavras Raras

André Dieb Martins , Bruno B. Albert, E. C. Gurjao

Resumo— Nesse artigo € descrito o desenvolvimento de um
sistema para classificacio automdtica de textos, baseado no clas-
sificador Bayes Ingénuo Multinomial. E apresentada uma versio
modificada do algoritmo, denominado NB+, na qual a informacao
proveniente de palavras mais raras é melhor aproveitada. Para
avaliar o sistema, um procedimento experimental é realizado
utilizando o corpus 20Newsgroups-18828, pre-processado utili-
zando pesos TF-IDF e seleciio de caracteristicas sob o critério k-
melhores. A versio modificada apresenta melhorias de 10% a 20%
em todas as métricas (F7, acuracia, precisio e cobertura) para a
regiao entre 50 e 200 caracteristicas. Ambas versoes convergem
para o mesmo desempenho nas demais regioes. A melhoria de
desempenho na regido de baixa densidade de caracteristicas tras
a tona novas oportunidades na construcao de classificadores mais
baratos e mais eficientes.

Palavras-Chave— Classificador Bayes Ingénuo Multinomial,
Lei de Poténcia para palavras raras, Aprendizado de Maquina.

Abstract— This paper describes the construction of an auto-
matic text classification system based on the classic Multinomial
Naive Bayes classifier. It presents a modified algorithm, named
NB+, in which the information of rare words is best regarded
as important. To evaluate the system, an experimental procedure
is performed on the 20Newsgroups-18828 corpus, treated with
TF-IDf weighting and K-best feature selection. The modified
version shows improvements from 10% to 20% on all metrics
(F1, accuracy, precision and recall) for 50 to 200 features. Both
versions converge to the same performance on remaining quantity
of features. By increasing the performance on the low feature
density area, new opportunities are raised in order to achieve
cheaper and better performing classifiers.

Keywords— Multinomial Naive Bayes classifier, Rare words
weight rule, Machine learning.

I. INTRODUCAO

E interessante observar que, especialmente nas dltimas duas
décadas, os avangos tecnoldgicos tem permitido a criagdo e
producdo em massa de computadores cada vez mais velozes,
com maior capacidade de armazenamento e a0 mesmo tempo
mais portaveis e utilizados cada vez mais conectados a Inter-
net. Essa revolucdo introduz, de forma crescente e progressiva,
niveis nunca vistos nos volumes de dados que s@o trafegados
nas redes que interconectam esses computadores, ou por eles
armazenados.

Acompanhando essa tendéncia, a drea do Aprendizado de
Maiquina tem se mostrado um objeto de estudo de bastante in-
teresse por pesquisadores ao redor do mundo. Essa area, como
0 nome sugere, trata da constru¢do de sistemas capazes de
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aprender a partir de dados. Tais sistemas sdo tuteis em intimeros
nichos, variando da classificacdo de mensagens instantineas
em redes sociais [1] até a predicdo de tendéncias de mercado
para o varejo [2], dentre intimeras outras aplicagdes.

No contexto do Aprendizado de Maquina existe um pro-
blema denominado classificagdo, que consiste em determinar
a quais categorias um determinado objeto se assemelha. Neste
artigo, focamos no problema de classificagdo de texto [3], no
qual deseja-se determinar as categorias de um texto ou de um
trecho de texto. Por exemplo, tais sistemas podem ser utiliza-
dos na classificagdo de textos de noticidrios [4]. A motivacdo
por trds desse problema € a extra¢do de conhecimento a partir
de dados, possibilitando novas decisdes de negdcio, previsdes
de mercado, previsdes de tendéncias, constru¢do de sistemas
inteligentes, dentre inimeras outras implicacdes.

De uma maneira geral a classificagdo de textos apresenta
varios desafios. Primeiro, € dificil obter conceitos abstratos
das linguagens naturais usando poucas palavras chaves, pois
existem vdrias maneiras de se representar conceitos similares,
e uma mesma palavra pode ter varios significados. Além disso,
a analise semantica ainda ndo estd bem entendida, embora
algumas técnicas tenham sido aplicadas com sucesso em
dominios limitados. Segundo, por sua natureza inerentemente
complexa, o problema da classificacdio apresenta uma alta
dimensionalidade, acabando por tornar proibitiva a comple-
xidade de certos algoritmos [5].

Nesse trabalho foi projetado e implementado um sistema
de classificacio de textos baseado no classificador Bayes
Ingénuo (do inglés Naive Bayes). Neste classificador, foram
introduzidas otimizagdes nas etapas de treinamento e de
classificacdo. Além disso, foi aplicada uma regra de poténcia
na classificacdo. A implementacdo foi testada utilizando o
banco de dados 20Newsgroups-18828, uma colecao de 18828
mensagens de grupos de noticias da rede UseNet (disponivel
no portal MLcomp.org), e apresentou melhorias consideraveis
nos niveis de acurdcia, precisdo e cobertura do classificador.

O artigo estd organizado da seguinte forma, na Secdo II
¢ feita uma descri¢do geral do algoritmo de Bayes Mutli-
nomial. Na Secdo III estd descrita a modificagdo proposta
nesse trabalho. Na Secdo IV sdo descritos os procedimen-
tos experimentais para validar a modificacdo proposta. Na
Secdo V sd@o apresentados os resultados obtidos e finalmente
na Se¢do VI sdo apresentadas as conclusdes e perspectivas de
desenvolvimento para este trabalho.
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II. ALGORITMO DE APRENDIZADO BAYES INGENUO
MULTINOMIAL

O Bayes Ingénuo multinomial é um algoritmo de aprendi-
zado supervisionado bastante comum na literatura de Aprendi-
zado de Maquina. Apesar de sua simples construcdo, apresenta
bons resultados, sendo assim um interessante objeto de estudo.
Assim como outros métodos supervisionados, este baseia seu
aprendizado num modelo probabilistico.

Pode-se notar que a tarefa de classificacdo, quando exe-
cutada por humanos em documentos de texto, se di pela
observacdo de agrupamentos, sequéncias, frequéncias de pa-
lavras localizadas no texto. Sendo assim, podemos ver que
o processo decisério humano € intrinsecamente complexo,
sendo dificil simula-lo ou até mesmo modeld-lo devido a sua
subjetividade.

Este algoritmo, no entanto, supde uma simplificacdo do
processo de decisdo na qual as palavras e suas frequéncias
sd0 o Unico fator decisivo na determinacdo da classe de um
documento. Essa simplificagdo, apesar de grosseira, facilita a
modelagem matemdtica do problema e fornece relativamente
bons resultados.

O problema em questdo se trata em determinar a qual classe
¢;, dentre um conjunto de classes C, um certo documento
d pertence. Este evento, convenientemente representado por
¢i|d, pode ser estimado através de sua probabilidade.

A. Modelo

Sendo assim, supomos que nosso documento d possua uma
distribuicdo multinomial de varidveis aleatérias d;, i = 1...n,
doravante denominadas caracteristicas. Pela regra de Bayes,
podemos escrever:

P(d17d27 . ;dn‘cl)P(Cl)

Pleld) = P(eldy, ds. ... P(d)

7dn):

ey

Pode-se notar que o numerador do lado direito da equacdo
€ equivalente a probabilidade conjunta P(c;,dq,ds, ..., dy).
Supondo que as caracteristicas d;, d; sdo independentes entre
si' (i # j) e da classe c;, a probabilidade conjunta pode ser
escrita como

n

,dyn) = P(c;) [] P(djles). )

j=1

P(Ci, dl,dg, v
Substituindo a expressao (2) em (1), obtemos:

P(ei) [T P(d;les)

Jj=1

P(d)

Pe;|d) = (3)
Finalmente, o processo decisério se dd pela avaliacdo da
expressao

'Essa suposigio de independéncia costuma ser taxada como ingénua,
caracterizando o popular nome Naive Bayes (em portugués numa traducio
livre Bayes Ingénuo) para este classificador.

P(e:) [T P(ds]e:)

j=1

P(d)

“4)

¢ = argmax P(c¢;|d) = argmax
c;eC c;eC
em que c € a classe mais provavel para o documento d.

A tarefa de classificagcdo se dd pela busca da classe c;
que maximiza o operando em (4). Como o termo P(d) é
constante”?, podemos omiti-lo sem 6nus para a classificagio.
Além disso, como a probabilidade é um nimero positivo e
estamos interessados apenas nas distancias absolutas, podemos
aplicar a func¢do logaritmo em ambos os membros de (3).
Feitas essas alteracdes, obtemos:

¢ = argmax | log P(¢;) + Z log P(dj|c;) | - )
c; €C .
J

Note que a tarefa deciséria deste classificador é fungdo da
probabilidade a priori por classe P(c;) e da probabilidade
de ocorréncia da caracteristica d; condicionada a classe c;,
P(dj|c;). A estimagdo dessas probabilidades, dado um con-
junto de classes e documentos, € um processo conhecido como

treinamento, apresentado na secdo seguinte.

B. Treinamento

O processo de treinamento busca obter o0 modelo do classi-
ficador dada uma observacdo de um conjunto de documentos,
para os quais ja se conhece a classe. O modelo para o
Bayes Ingénuo Multinomial consiste das probabilidades P(c;)
e P(dj|c:).

Dentre os varios métodos de estimagdo, utilizamos o Esti-
mador de Mdaxima Verossimilhanca, que infere um conjunto
de suposicdes sobre os dados para obter féormulas em funcio
da frequéncia relativa dos parametros. Para este estimador, as
probabilidades podem ser escritas como:

N..

Ple) = . ©)
Ndj,ci + ]-

P(djle;) = Nawi +]d| 7

em que N é o nimero total de documentos, [N, é o nimero
de documentos da classe ¢;, Ny, ., 0 nimero de ocorréncias
da caracteristica d; na classe c;, Ngc; 0 total de ocorréncias
das caracteristicas na classe ¢; ¢ |d| o tamanho do vetor de
caracteristicas.

III. ALGORITMO DE APRENDIZADO BAYES INGENUO
MULTINOMIAL MODIFICADO (NB+)

Neste trabalho € introduzida uma modificagdo no algo-
ritmo Bayes Ingé€nuo Multinomial. A partir de observacdes
nas frequéncias relativas calculadas nas equagdes (6) e (7),
foi possivel notar uma maior relevancia (para a tarefa de
classificacdo) das caracteristicas d; do que as probabilidades a

2Pode-se verificar que o termo P(d) da equagdo (4), também conhecido
como evidéncia, é constante fazendo P(d) = >_ . P(d|c)P(c)
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priori das classes. Entretanto, fora observada que a presenga da
probabilidade a priori é de fato benéfica para o classificador !.

Sendo assim, este trabalho buscou introduzir uma variavel
capaz de controlar, a grosso modo, quanta informagdo ¢é
aproveitada de cada uma das partes (a priori € a posteriori).
Isto foi feito utilizando uma lei de poténcia inspirada na Lei
de Zipf [6], que serd melhor explicada na se¢do seguinte.

A. Modelo

A Lei de Zipf é uma lei empirica que descreve um compor-
tamento estatistico comum a maioria das linguagens naturais.
Ela dita que a frequéncia de ocorréncia de palavras de um texto
de uma certa lingua costuma ser similar aos demais textos da
mesma lingua.

Nesse contexto, vale observar que, para propdsitos de
classificacdo, palavras de alta ocorréncia contribuem com
pouca informagdo sobre os limiares entre as classes (pois
ocorrem em todas as classes), visto que os textos obedecem
aproximadamente a Lei de Zipf. Sendo assim, tais palavras
geralmente sdo removidas e ndo sdo consideradas como ca-
racterfsticas.

Por outro lado, pode-se supor que palavras mais raras, isto
é, de baixa ocorréncia, tem grande potencial de informar sobre
os limiares. Por exemplo, em um corpus com documentos de
diversas areas da ciéncia, a presenca de uma palavra rara como
“tiredide”, exclusiva a area médica, fornece forte evidéncia de
que o texto de fato pertence a esta categoria.

Com isso, neste trabalho buscamos introduzir uma variavel
de controle para melhor aproveitar as caracteristicas mais ra-
ras. Além de remover as palavras de alta ocorréncia, efetuamos
uma modificacdo na probabilidade conjunta com intuito de
melhor distribuir a contribuicdo das caracteristicas, levando
em consideracdo o potencial informativo das palavras mais
raras.

Para isso, supds-se que a probabilidade condicionada
P(c;|d) é relacionada com suas caracteristicas através de uma
lei de poténcia da forma f(x) o< ax®, isto é,

P(c;|d) oc P*(dj|c;). (8)

Modificagdes similares foram realizadas em [7]. Como a
probabilidade P € um numero real 0 < P < 1, a introducio
da poténcia efetivamente reduz o valor da probabilidade da
caracteristica.

Essa modificacdo, na verdade, reduz a distancia entre ca-
racteristicas comuns e raras. Por exemplo, a distancia entre
P(¢y1,d1) =0.5e P(cy,dy) = 0.1 é originalmente 0.5—0.1 =
0.4. Para a condicional modificada e k = 2, essa distancia é
reduzida para 0.5% — 0.12 = 0.24.

Sob as mesmas suposicdes de independéncia do algoritmo
original (Secdo II-A), podemos reescrever a probabilidade
conjunta como

'Foi realizado um experimento comparando o desempenho do Bayes
Ingénuo Multinomial para dois casos: banco de dados com e sem
equidistribui¢do de classe. Vale notar que, ao induzir uma equidistribuicdo de
classes, a probabilidade P(c;) é a mesma para qualquer ¢; € C. Os resultados
demonstraram que a probabilidade a priori é benéfica para o desempenho.

n
P(ci,dy,da, ... dy) = P(c;) [ P*(dje:). 9)
j=1
Substituindo a expressao (9) em (1), obtemos:

P(c:) T1 P*(dsle:)

Jj=1
P(d)

Finalmente, o processo decisério modificado se da pela
avaliacdo da expressdo

Ple;|d) = (10)

P(e:) [T P*(dsle:)

j;(d)

Efetuando simplificagdes similares as da secdo II-A, a
equacdo (11) pode ser reduzida a

¢ = argmax P(c¢;|d) = argmax
c;eC c;eC

(1)

¢ = argmax | log P(¢;) + k Z log P(djlc;) (12)

c, €C j

Feitas essa modificacdes, um procedimento experimental
verificou os indices de qualidade do classificador, comparado
ao algoritmo original. Tais procedimentos sdo descritos na
secdo seguinte.

IV. PROCEDIMENTO EXPERIMENTAL

Neste trabalho foi realizado um procedimento experimental
com objetivo de comparar o desempenho dos classificadores
Bayes Ingénuo Multinomial (NB) e de sua versao modificada
(NB+). Essa andlise foi implementada utilizando a lingua-
gem de programacio Python, a biblioteca de aprendizado de
maquina scikit-learn [8] e a biblioteca de cdlculo numérico
numpy.

A preparacdo do experimento inicia-se pelo tratamento do
corpus, etapa na qual sdo escolhidas as categorias e os do-
cumentos utilizados no treinamento e nos testes. Em seguida,
esse corpus passa por um processo denominado vetorizacao
em que o texto dos documentos € transformado em um vetor de
nimeros, forma esta apropriada para manipulacdo numérica.
O resultado da vetorizacdo € um corpus de vetores. Por fim,
€ reduzida a dimensdo desses vetores utilizando um processo
denominado reducdo de dimensionalidade. Finalmente, tem-se
o processo de treinamento e de avaliagdo.

Nas secdes a seguir descrevemos cada etapa do experimento
em mais detalhes.

A. Preparagdo do Corpus

Neste experimento foi utilizado o corpus 20Newsgroups-
18828, que consiste numa colecdo de 18828 mensagens de
grupos de noticias da rede UseNet. Essa colecdo € derivada
da colecdo original 20Newsgroups-19997 - coletada por Ken
Lang - em que foram removidas mensagens duplicadas e cam-
pos de meta-dados das mensagens. Essa cole¢do encontra-se
disponivel tanto no portal MLcomp.org quanto no arcabouco
scikit-learn [8].
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Dentre as vinte categorias disponiveis no corpus, foram
escolhidas apenas cinco para os testes: comp.graphics,
talk.religion.misc, talk.politics.misc,
alt.atheism, sci.space. Dentre estas categorias, 50%
dos documentos foram utilizados na etapa de treinamento e
Os restantes para os testes.

B. Vetorizacdo e Selecdo de Caracteristicas

Uma vez preparado o corpus, os documentos de texto
foram transformados em vetores de caracteristicas utilizando
a estatistica TF-IDF (do inglés ferm frequency - inverse
document frequency) de vetorizagdo como definido em [3].
Esse método tem como objetivo pontuar as palavras de um
documento de acordo com sua importancia para o documento,
considerando o contexto do corpus. Essa pontuacdo cresce
com a frequéncia da palavra no documento e recua com a
frequéncia da mesma no corpus, compondo uma métrica geral
que também considera o corpus.

O produto dessa vetorizagdo é um conjunto de vetores cuja
dimensdo € proporcional ao nimero de palavras distintas no
documento. Note que, caso o corpus seja volumoso, essa
dimensao pode assumir valores proibitivos a classificacdo. Na
remediacdo dessa dificuldade, é comum se aplicar alguma
técnica de reducdo de dimensionalidade, conhecida também
como selecdo de caracteristicas. Neste trabalho, selecionamos
as melhores caracteristicas seguindo o critério das k-melhores,
como definido a seguir.

Definicdo 1: A selecdo de caracteristicas sob o critério K-
melhores seleciona K caracteristicas que melhor pontuem no
teste-F [9].

O procedimento de vetorizacdo e selecdo foi aplicado para
0 corpus como um todo, incluindo os subconjuntos de treina-
mento e de teste.

C. Avaliagdo de Desempenho

Os classificadores em questdo foram avaliados utilizando
as métricas F, acurdcia, cobertura (recall) e precisao, como
definidas em [3]. Para uma completa visualizacdo do com-
portamento dos classificadores, a avaliacdo foi repetida para
quantidades crescentes de caracteristicas, obtendo os valores
das métricas para cada nimero.

No controle do nimero de caracteristicas, foi regulado o
valor de K (e.g. K = 5,10,...,1000) do critério K-melhores,
efetivamente escolhendo apenas as melhores caracteristicas.

V. RESULTADOS

O procedimento experimental descrito na secdo IV foi
inicialmente realizado utilizando um valor k£ = 2 na equagio
(12). Como descrito anteriormente, a avaliacdo de ambos
classificadores foi repetida para um crescente nimero de
caracteristicas, filtradas pelo processo de selecio K-melhores.
Os resultados sao apresentados na Figura 1 a seguir.

Como podemos observar, o classificador Bayes Ingénuo
Modificado, denotado no grifico por NB+, supera o original
em todas as métricas observadas no intervalo |¢|] < 200
caracteristicas. Para um ndmero de caracteristicas superior a
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Fig. 1. Meétricas F1, Cobertura, Precisdo e Acuricia de classificadores NB e
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200, as curvas convergem para um ponto em comum (92% de
acurdcia, precisao, cobertura e F1).

A fim de analisar mais a fundo o comportamento da
modificagdo, o expoente k foi variado para valores ao redor de
k = 2. Para o valor k£ = 3 (Figura 2), foi obtido um resultado
similar, porém com métricas levemente melhores.
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Fig. 2. Meétricas F1, Cobertura, Precisdo e Acurdcia de classificadores NB e
NB+e k=3

Para valores além de & = 3 e abaixo de & = 1, o classifica-
dor apresentou degradac¢do no desempenho, apresentado assim
indicios de um possivel ponto 6timo para k.

VI. CONCLUSOES E PERSPECTIVAS

Neste trabalho foi introduzida uma versdao modificada do
classificador Bayes Ingénuo. Essa versdo considerou uma
mudanga na distribuicdo de probabilidades das caracteristicas
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do texto, buscando melhor considerar a informagao contribuida
por palavras raras. Para tal, modificou-se a suposi¢@o da proba-
bilidade condicional a fim de melhor distribuir a probabilidade
dentre as caracteristicas.

Um procedimento experimental foi realizado com obje-
tivo de comparar o classificador resultante, nomeado Bayes
Ingénuo Multinomial Modificado (NB+), com o classifica-
dor original. Para esse experimento foi utilizado o corpus
20Newsgroups-18828, o qual foi submetido a uma vetorizacio
com pesos TF-IDF e uma selecdo de caracteristicas sob o
critério K-melhores.

Controlando o niimero de caracteristicas através do critério
K-melhores, os classificadores foram treinados e avaliados
utilizando as métricas F7j, precisdo, cobertura e acurécia.

Os resultados apresentados demonstraram uma superiori-
dade do algoritmo modificado quando comparado ao original
em todas as métricas utilizadas. Mais especificamente, para
os parametros k = 2 e k£ = 3, o algoritmo apresentou
entre 10% e 20% de melhoria nas métricas para o intervalo
50 < |d| < 200 caracteristicas. Essas melhorias sugerem que,
apesar de sua simplicidade, ainda € possivel alcangar niveis
maiores de desempenho com o classificador Bayes Ingénuo
Multinomial, melhorando ainda mais a relacdo de custo e
beneficio j4 amplamente conhecida pela comunidade.

Analisando os resultados obtidos, € de se esperar que exista
um k 6timo para cada problema de classificag@o textual, isto €,
que para cada corpus o classificador NB+ supere o NB. Essa
conjectura sugere possiveis trabalhos futuros na busca de um
algoritmo de busca para o k.

Por fim, fica sugerida a utilizacdo do algoritmo NB+ em
conjunto com a técnica da Maximiza¢do da Expectativa (EM).
Trabalhos realizados em [10] com o algoritmo original apre-
sentaram uma melhoria de performance ao se utilizar amostras
nido marcadas, isto é, adentrando a classe de aprendizado
semi-supervisionado. Espera-se que, aliando o NB+ com uma
técnica de maximizacdo de verossimilhanga, seja possivel
alcancgar novos niveis de desempenho.
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